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摘要：　 可调谐激光吸收光谱技术（ｔｕｎａｂｌｅ ｄｉｏｄｅ ｌａｓｅｒ ａｂｓｏｒｐｔｉｏｎ ｓｐｅｃｔｒｏｓｃｏｐｙ，ＴＤＬＡＳ）因其高灵敏度、 高分辨率、 响

应快速、 非侵入性、 抗干扰能力强等特点，被广泛应用于燃烧诊断测量．本研究结合 ＴＤＬＡＳ，采用卷积神经网络

（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）算法对预混火焰温度与 Ｈ２Ｏ 浓度进行重建．首先， 分析了影响 ＣＮＮ 重建精度的

关键参数， 包括激活函数、 损失函数、 优化函数、 学习率等， 根据重建结果、 损失值及收敛速度优选出最佳参数组

合．研究表明， 优化后的 ＣＮＮ 重建精度显著提升， 温度与 Ｈ２Ｏ 浓度重建误差较优化前分别降低 ２．０８％ 和 ０．７５％．然
后，利用 ＣＮＮ 与自适应数值迭代算法对 ＭｃＫｅｎｎａ 燃烧器平面预混火焰进行燃烧重建对比，结果表明基于 ＣＮＮ 重

建的温度与 Ｈ２Ｏ 浓度分布更平滑，计算耗时更短，重建结果更符合实际燃烧状态．
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０　 引　 　 言

我国经济的快速发展离不开能源资源的需求，而环境污染与二氧化碳排放主要源自化石燃料的燃烧［１］ ．
在“节能减排”政策的压力下，降低污染物排放、提高能源利用效率，特别是减少碳氧化物和氮氧化物排放显

得尤为重要．化石燃料燃烧是一种复杂的热物理现象，如何实现在时间、空间维度上同步测量燃烧过程中的

特征参数，仍面临巨大挑战．近年来，可调谐激光吸收光谱技术（ＴＤＬＡＳ）凭借其非接触式测量、高温度测量灵

敏度、高谱线选择性和测量响应快速等特点，在燃烧诊断中得到广泛应用［２⁃４］ ．众多国内外学者利用 ＴＤＬＡＳ
对火焰燃烧诊断进行了大量研究．Ｚｈａｎｇ 等［５］比较了四种不同迭代算法在燃烧火焰温度场重建中的优劣，发
现自适应代数重建技术（ａｄａｐｔｉｖｅ ａｌｇｅｂｒａｉｃ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｔｅｃｈｎｉｑｕｅ， ＡＡＲＴ）比其他三种迭代算法更适合解决

燃烧火焰中的复杂重建问题．随着重建算法的快速发展，Ｃａｉ 和 Ｍａ 等［６⁃９］ 提出了捷变频吸收光谱层析成像技

术，有效提高了层析成像的时间分辨率．该技术采用 Ｆｏｕｒｉｅｒ 锁模激光器，通过高速扫描可获取数百条气体吸

收谱线，大幅降低了对空间采样的需求．目前，该技术已成功应用于 Ｊ８５ 航空发动机出口处二维火焰温度分

布的重建，时间分辨率达到 ５０ ｋＨｚ［４］ ．然而，尽管某些算法在重建过程中具有显著优势，但仍存在抗干扰性

差、成本高昂、数据敏感等缺陷．因此，开发快速、精确且自适应的重建算法，是推动 ＴＤＬＡＳ 在燃烧诊断领域

应用的关键．随着深度神经网络（ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＤＮＮ）和机器学习（ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ， ＭＬ）在人工智能、
图像检测等领域的广泛应用，传统监督学习已能精确测定 ＴＤＬＡＳ 中的温度、浓度等气体参数特征；在测量数

据有限时，迁移学习（ｔｒａｎｓｆｅｒ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ， ＴＭＬ）模型可基于少量测量数据实现温度的精准预测．作为

ＤＮＮ 的典型代表，卷积神经网络（ＣＮＮ）能够充分利用现有层析数据进行重建结果分析［１０⁃１２］ ．Ｚｈａｎｇ 等［１３］ 基

于 ＣＮＮ 提出了一种有限角 Ｘ 的层析成像重建方法，该方法通过深度 ＣＮＮ 有效提升了低剂量 Ｘ 射线 ＣＴ 重

建图像质量，同时在伪影抑制和结构保留方面具有显著优势［１４］ ．Ｈｕａｎｇ 等［１５］ 采用 ＣＮＮ 重建温度分布，在训

练样本充足的条件下，优化后的 ＣＮＮ 结构能快速完成温度场重建．相较于模拟退火算法，ＣＮＮ 在保证同等精

度的同时，能有效缩短计算时间并展现更强的抗噪能力．Ｆｕ 等［１６］使用火灾动力学模拟器模拟了动态火灾驱

动的反应流燃烧过程，通过记录其燃烧全过程建立了训练集．基于该训练集，利用 ＣＮＮ 算法结合数值仿真计

算验证了该方法的有效性，该方法具有良好的动态火焰监测精度和灵敏度．传统的迭代算法对投影数据依赖

性较高，重建精度容易受噪声的干扰，并且当投影数据较多时，迭代次数显著增加，计算耗时长，而 ＣＮＮ 算法

通过大量数据的训练可以很好地避免噪声、 异常工况对重建精度的影响， 抗干扰性强、 重建精度高、 成本

低廉．由以上研究可知，ＣＮＮ 算法在重建过程中具有良好的精度和鲁棒性，但对于 ＣＮＮ 算法的结构设计和参

数选取，可以有多种的设计和组合形式．通常 ＣＮＮ 算法多用于图像识别、语言处理等方面，对于燃烧火焰的

重建方面应用较少，且缺乏对比性．为了找出适合燃烧火焰重建的最优参数，本研究对多个重要参数的选取

进行了对比与分析，找出最优的参数设计值，并将其应用于二维预混火焰温度与 Ｈ２Ｏ 浓度的重建中，为 ＣＮＮ
算法的具体应用奠定了一定的理论基础．
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１　 基 本 原 理

１．１　 ＴＤＬＡＳ的原理

当特定频率的准直激光束穿过被测目标区域时，激光强度会由于被测目标气体的吸收而发生衰减，利用

激光强度衰减前后的强度关系式可得

　 　 Ａ ＝ － ｌｎ
Ｉｔ
Ｉ０

æ

è
ç

ö

ø
÷ ＝ ∫＋∞

－∞
（ＰＳＴ ϕｖＸＬ）ｄｖ， （１）

式中， Ａ 为积分吸收值； Ｉｔ 和 Ｉ０ 为激光经气体吸收后的透射光强度和原始入射光强度； ＳＴ 为气体吸收谱线的

线强，ｃｍ－２·ａｔｍ－１（１ ａｔｍ＝ １０１．３２５ ｋＰａ）； Ｐ 为气体总压强，ａｔｍ； Ｘ 为被测气体的体积浓度； ϕｖ 为线型函数，
ｃｍ； Ｌ 为光程长度，ｃｍ ．利用温度和线强之间的关系可得

　 　 ＳＴ ＝ ＳＴ０

Ｑ（Ｔ０）
Ｑ（Ｔ）

Ｔ０

Ｔ
ｅｘｐ － ｈｃＥ″

ｋ
１
Ｔ

－ １
Ｔ０

æ

è
ç

ö

ø
÷ ×

１ － ｅｘｐ
ｈｃｖ０
ｋＴ

æ

è
ç

ö

ø
÷

１ － ｅｘｐ
ｈｃｖ０
ｋＴ０

æ

è
ç

ö

ø
÷

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

， （２）

式中， Ｑ（Ｔ） 为气体内部分割函数， Ｔ０ 为参考温度值， Ｅ″ 为分子的低态跃迁能， ｖ０ 为谱线的中心频率， ｈ 为

Ｐｌａｎｃｋ 常数， ｃ 为光速， ｋ 为 Ｂｏｌｔｚｍａｎｎ 常数［１７］ ．
１．２　 自适应迭代算法原理

当测量区域内气体温度与浓度分布不均时，需要对式（１）进行改写，第 Ｊ 条激光中的 ２ 条谱线强度经离

散网格内被测气体吸收后的路径积分吸收值为

　 　 Ａｖ１，ｊ ＝ ∑
Ｎ

ｉ ＝ １
［ＰＳ（Ｔ）Ｘ］ ｖ１，ｉ Ｌｉ，ｊ ＝ ∑

Ｎ

ｉ ＝ １
αｖ１，ｉ Ｌｉ，ｊ， （３）

　 　 Ａｖ２，ｊ ＝ ∑
Ｎ

ｉ ＝ １
［ＰＳ（Ｔ）Ｘ］ ｖ２，ｉ Ｌｉ，ｊ ＝ ∑

Ｎ

ｉ ＝ １
αｖ２，ｉ Ｌｉ，ｊ， （４）

其中， Ａｖ１，ｊ 和 Ａｖ２，ｊ 是第 Ｊ 条射线穿过离散区域后的路径吸收积分值， ｉ 为测量区域的离散网格编号， αｖ１，ｉ 和

αｖ２，ｉ 为离散网格内的 ２ 条谱线的气体吸收系数．
利用 ＡＡＲＴ 算法求解被测区域内的温度与 Ｈ２Ｏ 浓度分布时，需要对离散网格内的 αυ１，ｉ 和 αυ２，ｉ 进行迭代

求解，利用 ＡＡＲＴ 算法计算离散网格内的气体吸收系数 αｉ 的公式为

　 　 ｙｉ（ｋ） ＝ αｉ（Ｋ）Ｌｉｊ， （５）

　 　 αｉ（ｋ ＋ １） ＝ αｉ（ｋ） ＋ λ
Ａ ｊ － ∑

Ｎ

ｉ ＝ １
αｉ（Ｋ） Ｌｉｊ( ) ｙｉ（ｋ）

∑
Ｎ

ｉ ＝ １
（Ｌｉ，ｊ ｙｉ（ｋ））

． （６）

与传统数值迭代算法相比，由于修正因子 ｙｉ（ｋ） 的存在， ＡＡＲＴ 在重建精度和计算耗时方面有很大优

势，其中 λ 为松弛因子，更多关于 ＡＡＲＴ 算法的详细信息可参考文献［２，５，１８］．
利用温度与气体吸收系数及线强之间的关系可得温度的表达式：

　 　 Ｔｉ ＝
ｈｃ ／ （ｋ（Ｅ″ｖ２ － Ｅ″ｖ１））

ｌｎ Ｒ ｉ ＋ ｌｎ（Ｓｖ１（Ｔ０） ／ Ｓｖ２（Ｔ０）） ＋ ｍ（Ｅ″ｖ２ － Ｅ″ｖ１）
， （７）

其中， Ｓ（Ｔ０） 是参考温度为 Ｔ０ 时的线强， Ｓ１（Ｔ０） 和 Ｓ２（Ｔ０） 为参考温度为 Ｔ０ 时第一条和第二条谱线的线强，
Ｒ 为两条谱线的气体吸收系数之比．
１．３　 ＣＮＮ 原理

ＣＮＮ 作为当前主流的 ＤＮＮ 算法，在多个领域被广泛使用．尽管 ＣＮＮ 架构存在诸多变体，但其基本结构

高度相似，主要由输入层、多个隐含层、全连接层和输出层等基础层级构成，各层级间的交互作用共同形成了

完整的 ＣＮＮ 体系［１０］ ．图 １ 展示了典型 ＣＮＮ 架构设计：初始网络采用四层卷积结构，其中，卷积层的层数设为

３，卷积核设为 ２×２，步长设为 １，激活函数采用“ＲｅＬＵ”，损失函数采用均方误差“ＭＡＰＥ”，池化层为 ４ 层，采

５２３１第 １０ 期　 　 　 　 　 　 单彦博，等： 基于参数优化卷积神经网络的预混火焰温度与 Ｈ２Ｏ 浓度重建方法研究



用 ２×２ 尺寸的“平均池化”方式，填充层选用“ｓａｍｅ”，优化函数选择“Ａｄａｍ”，ｂａｔｃｈ ｓｉｚｅ ＝ ５１２，ｅｐｏｃｈ ＝ ２００，同
时包含全连接层结构．

图 １　 典型的 ＣＮＮ 结构图

Ｆｉｇ． １　 Ａ ｔｙｐｉｃａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＮＮ ｆｏｒ ｔｏｍｏｇｒａｐｈｉｃ ａｂｓｏｒｐｔｉｏｎ ｓｐｅｃｔｒｏｓｃｏｐｙ

ＣＮＮ 算法数据生成过程如下：首先预设二维温度与浓度分布模型，将待测区域划分为 １０×１０ 网格；选取

水分子吸收谱线，并分别在 ０°，４５°，９０°和 １３５°的 ４ 个方向各布置 １０ 条探测光线；通过程序代入相关参数计

算，获得单组积分吸收值数据．通过改变不同燃烧工况下二维温度与浓度的参数设置，获取多组积分吸收值

数据集．针对预混火焰的实际燃烧特性，本文对多种燃烧工况以及不同火焰分布状态进行了模拟，共构建数

据集 １ ７００ 组，包含了典型的火焰燃烧工况，其中随机选取 １ ６００ 组作为训练集，剩余 １００ 组作为测试集．获
取多组积分吸收值数据作为训练样本输入神经网络输入层后，通过卷积层进行特征提取，经池化层完成数据

模型的降维与压缩，全连接层实现数据分类．完成上述数据处理后，系统生成映射关系，标志模型训练完成．
当新的积分吸收值数据输入训练好的模型时，神经网络将自动生成特征映射图，通过输出层完成数据输出，
最终获得二维温度与 Ｈ２Ｏ 浓度的预测值．理论模型数据的获取过程如图 ２ 所示．

图 ２　 ＣＮＮ 算法中数据获取流程图

Ｆｉｇ． ２　 Ｔｈｅ ｄａｔａ ａｃｑｕｉｓｉｔｉｏｎ ｆｌｏｗｃｈａｒｔ ｉｎ ｔｈｅ ＣＮＮ ａｌｇｏｒｉｔｈｍ

　 　 注　 为了解释图中的颜色，读者可以参考本文的电子网页版本，后同．

１．４　 初始模型的假设和射线布置

为模拟实际燃烧场分布，本研究采用 Ｇｕａｓｓ 函数生成二维温度与 Ｈ２Ｏ 浓度场分布，假定的二维温度和

水浓度如图 ３ 所示．同时需将被测区域离散化，网格划分为 １０×１０，共 ４ 个投影方向（０°，４５°，９０°，１３５°），每个

角度布置 １０ 条平行激光射线束，４ 个角度共交叉布置 ４０ 条射线，被测区域网格划分及射线布置如图 ４ 所示．
光学路径长度 Ｌｉ，ｊ 可根据投影角度、网格宽度及光束方向 θ 计算得出．为了比较不同选取参数下 ＣＮＮ 算

法重建质量的优劣，以平均相对误差 ｅ和互相关系数 ε来表征二维温度与 Ｈ２Ｏ 浓度的重建质量， ε表示重建

值与被测真值间的相似度， ｅ 和 ε 具体定义如下［５，１９］：

　 　 ｅ ＝
∑
１００

ｉ
Ｘ ｉ － Ｘ′ｉ

∑
１００

ｉ
Ｘ ｉ

， （８）
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　 　 ε ＝
∑
Ｎ２

ｉ ＝ １
（（ｘｉ － ｘ）（ｘ′ｉ － ｘ′））

∑
Ｎ２

ｉ ＝ １
（ｘｉ － ｘ） ２∑

Ｎ２

ｉ ＝ １
（ｘ′ｉ － ｘ′２） １ ／ ２

， （９）

式中， Ｘ ｉ 为每个网格内的被测真值， Ｘ′ｉ 为每个网格内的重建值， ｘ 和 ｘ′ 分别为被测真值与重建值的平均值．
对碳氢预混火焰进行燃烧重建时，燃烧产物中组分浓度含量较高的 Ｈ２Ｏ 非常适合作为燃烧测量的目标

气体．本文采用双线法重建二维燃烧参数场，所选的气体吸收谱线要有足够的温度灵敏度和较高的低态跃迁

能才能满足高温重建的需求［２０］ ．通过前期的理论模拟分析发现，位于近红外 １ ３９８ ｎｍ 附近的两条 Ｈ２Ｏ 的气

体吸收谱线（７ １４９．０５８ ｃｍ－１和 ７ １５０．４７１ ６ ｃｍ－１），由于不受其他气体及自身吸收谱线的干扰，且低温时气体

谱线的线强较弱，随着温度的升高，谱线强度随之升高，因此非常适合碳氢预混火焰的高温重建，所选两条

Ｈ２Ｏ 的吸收谱线的主要参数如表 １ 与图 ５ 所示．这两条谱线的低态跃迁能 Ｅ″ ＞ １ ８００ ｃｍ－１，利用该谱线燃烧

流场进行测量时，可以更好地避免环境中 Ｈ２Ｏ 的干扰，此外，两条谱线的低态跃迁能之差 ΔＥ″ ＞ ８００ ｃｍ－１，表
明两条谱线有较高的温度测量灵敏度．

（ａ） Ｇｕａｓｓ 温度仿真场 （ｂ） Ｇｕａｓｓ Ｈ２Ｏ 浓度仿真场

（ａ） Ｔｈｅ Ｇａｕｓｓｉａｎ ｔｅｍｐｅｒａｔｕｒｅ ｆｉｅｌｄ （ｂ） Ｔｈｅ Ｇａｕｓｓｉａｎ Ｈ２Ｏ ｃｏｎｃｅｎｔｒａｔｉｏｎ ｆｉｅｌｄ

图 ３　 Ｇｕａｓｓ 温度仿真场和 Ｈ２Ｏ 浓度仿真场

Ｆｉｇ． ３　 Ｇａｕｓｓｉａｎ ｓｉｍｕｌａｔｉｏｎｓ ｏｆ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ Ｈ２Ｏ ｃｏｎｃｅｎｔｒａｔｉｏｎ ｆｉｅｌｄｓ

图 ４　 测量区域网格离散化及光路布置示意图

Ｆｉｇ． ４　 Ｔｈｅ ｄｉｓｃｒｅｔｉｚｅｄ ｔｏｍｏｇｒａｐｈｉｃ ｆｉｅｌｄ ａｎｄ ｔｈｅ ｉｎｔｅｒｓｅｃｔｅｄ ｐｒｏｂｉｎｇ ｂｅａｍｓ
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表 １　 所选 ２ 条 Ｈ２Ｏ 的吸收谱线的具体参数

Ｔａｂｌｅ １　 Ｔｈｅ ｓｐｅｃｉｆｉｃ ｐａｒａｍｅｔｅｒｓ ｏｆ Ｈ２Ｏ ａｂｓｏｒｐｔｉｏｎ ｌｉｎｅｓ

ｌｉｎｅ ｉｎｄｅｘ ｆｒｅｑｕｅｎｃｙ ／ ｃｍ－１ Ｓ （２９６ Ｋ） ／ （ｃｍ－２·ａｔｍ－１） Ｓ （１ ０００ Ｋ） ／ （ｃｍ－２·ａｔｍ－１） Ｅ″ ／ ｃｍ－１

１

２

７ １４９．０５８

７ １５０．４７１ ６

３．１０２×１０－６

２．５×１０－４

１．４７×１０－３

５．１９×１０－３

２ ７２４

１ ８１０

图 ５　 Ｈ２Ｏ 谱线强度和温度灵敏度随温度的变化情况

Ｆｉｇ． ５　 Ｖａｒｉａｔｉｏｎｓ ｏｆ Ｈ２Ｏ ｓｐｅｃｔｒａｌ ｌｉｎｅ ｉｎｔｅｎｓｉｔｉｅｓ ａｎｄ ｔｅｍｐｅｒａｔｕｒｅ ｓｅｎｓｉｔｉｖｉｔｉｅｓ ｗｉｔｈ ｔｈｅ ｔｅｍｐｅｒａｔｕｒｅ

２　 结果与讨论

２．１　 ＣＮＮ 算法的参数优化分析

将 ＣＮＮ 与自适应代数重建算法在不同工况下的重建结果进行对比，较高的重建精度和较优的抗干扰能

力同时证明了 ＣＮＮ 在重建性能方面的优势［２１］ ．针对层析成像问题，合理选择 ＣＮＮ 的组成函数至关重要．本
节从激活函数、损失函数、优化器和学习率等几个方面，重点探究这些参数对 ＣＮＮ 算法性能的影响及其优选

策略．在 ＣＮＮ 中，参数的选取不仅影响模型的性能，还具有一定的物理意义．通过合理选择这些参数，ＣＮＮ 能

够有效地改善学习和提取数据特征，以确保在各种模型计算中取得良好的性能．参数的物理意义在于它们反

映了模型对数据特征的捕捉和处理方式，以及模型在训练和推理过程中的行为．
通过深入研究发现，一些参数虽然收敛速度较慢，但是重建精度高．因此，本文基于收敛速度和重建精度

来对参数做进一步优化分析，通过分析不同参数组合下的收敛速度、收敛值及重建精度，最终确定 ＣＮＮ 的最

优参数配置，模拟计算结果如图 ６ 和图 ７ 所示．图 ６ 为 ＣＮＮ 算法不同参数在重建过程中的收敛曲线图，图 ７
为 ＣＮＮ 算法在不同参数下重建得到的二维温度与 Ｈ２Ｏ 浓度的重建误差．

（ａ） 激活函数随迭代次数的收敛曲线图 （ｂ） 损失函数随迭代次数的收敛曲线图

（ａ） Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ｔｈｅ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ （ｂ） Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ

ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎｓ
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（ｃ） 优化函数随迭代次数的收敛曲线图 （ｄ） 学习率随迭代次数的收敛曲线图

（ｃ） Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｆｕｎｃｔｉｏｎ （ｄ） Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ｔｈｅ ｌｅａｒｎｉｎｇ ｒａｔｅ

ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎｓ

图 ６　 不同参数在重建过程中随迭代次数的收敛曲线图

Ｆｉｇ． ６　 Ｔｈｅ ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐａｒａｍｅｔｅｒｓ ｄｕｒｉｎｇ ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｐｒｏｃｅｓｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎｓ

（ａ） 不同激活函数 （ｂ） 不同损失函数

（ａ） Ｄｉｆｆｅｒｅｎｔ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎｓ （ｂ） Ｄｉｆｆｅｒｅｎｔ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ

（ｃ） 不同优化器 （ｄ） 不同学习率

（ｃ） Ｄｉｆｆｅｒｅｎｔ ｏｐｔｉｍｉｚｅｒｓ （ｄ） Ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

图 ７　 ＣＮＮ 算法在不同参数下重建得到的二维温度与浓度重建误差

Ｆｉｇ． ７　 Ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｅｒｒｏｒｓ ｏｆ ｔｈｅ ２Ｄ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ ｃｏｎｃｅｎｔｒａｔｉｏｎ ｆｉｅｌｄｓ ｏｂｔａｉｎｅｄ

ｂｙ ｔｈｅ ＣＮＮ ａｌｇｏｒｉｔｈｍ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｐａｒａｍｅｔｅｒｓ

从图 ６（ａ）与图 ７（ａ）可见，激活函数 ＲｅＬＵ 能快速收敛至全局最小值，且其与 ＥＬＵ、ＬｅａｋｙＲｅＬＵ 激活函数

的重建误差均保持较低水平，所以激活函数选用 ＲｅＬＵ 函数．图 ６（ｂ）与图 ７（ｂ）显示，损失函数 ＭＳＥ 虽收敛

速度较慢，但对二维温度与浓度的重建精度优于其他五种损失函数，故采用 ＭＳＥ 作为损失函数．观察图 ６（ｃ）
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与图 ７（ｃ）可知，Ａｄａｍ 优化函数虽收敛速度较慢，但其重建误差低于其他优化函数，因此优化函数选取 Ａｄａｍ
算法．图 ６（ｄ）与图 ７（ｄ）表明，当学习率 αＬ ＞１Ｅ－３ 时，降低学习率可加速收敛；当 αＬ ＜１Ｅ－４ 时，收敛速度急

剧下降；而 αＬ ＝ １Ｅ－４ 时重建误差最小，因此学习率为 １Ｅ－４．池化函数作为 ＣＮＮ 的另一关键参数，通过减少

卷积层间连接数，既能提升神经网络性能又可降低计算负荷．根据经验准则，本研究选用最大池化（ｍａｘ⁃ｐｏｏ⁃
ｌｉｎｇ）函数［２２⁃２３］ ．
２．２　 优化前后的 ＣＮＮ 重建结果

利用初始 ＣＮＮ 和优化后的 ＣＮＮ 重建假定的温度和浓度分布．重建结果和重建误差如图 ８ 和表 ２ 所示．
与初始 ＣＮＮ 相比，优化后的 ＣＮＮ 重建结果更接近假定值，重建精度更高，温度和浓度分布的重建误差分别

降低了 ２．０８％和 ０．７５％．因此，优化后的 ＣＮＮ 将用于重建预混火焰中的二维温度和浓度分布．

（ａ） 初始 ＣＮＮ 重建结果

（ａ） Ｔｈｅ ｒｅｓｕｌｔｓ ｒｅｃｏｎｓｔｒｕｃｔｅｄ ｂｙ ｔｈｅ ｉｎｉｔｉａｌ ＣＮＮ

（ｂ） 优化后的 ＣＮＮ 重建结果

（ｂ） Ｔｈｅ ｒｅｓｕｌｔｓ ｒｅｃｏｎｓｔｒｕｃｔｅｄ ｂｙ ｔｈｅ ｏｐｔｉｍｉｚｅｄ ＣＮＮ
图 ８　 重建得到的温度和浓度分布图像

Ｆｉｇ． ８　 Ｉｍａｇｅｓ ｏｆ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ ｃｏｎｃｅｎｔｒａｔｉｏｎ ｄｉｓｔｒｉｂｕｔｉｏｎｓ

表 ２　 初始化和优化后的 ＣＮＮ 重构温度和浓度分布的重建误差．

Ｔａｂｌｅ ２　 Ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｅｒｒｏｒｓ ｏｆ ２Ｄ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ ｃｏｎｃｅｎｔｒａｔｉｏｎ ｒｅｃｏｎｓｔｒｕｃｔｅｄ ｂｙ ｔｈｅ ｉｎｉｔｉａｌ ａｎｄ ｏｐｔｉｍｉｚｅｄ ＣＮＮ

ｅｒｒｏｒ ｉｎｉｔｉａｌ ＣＮＮ ｏｐｔｉｍｉｚｅｄ ＣＮＮ
ｅＴ ／ ％

ｅｘ ／ ％
５．２６
４．３０

３．１８
３．５５

２．３　 燃烧重建结果对比分析

本文利用平面预混火焰二维参数重建实验进一步验证 ＣＮＮ 算法的可行性， 具体实验装置、 参数配置及

光路布置详见文献［２］．火焰测量截面距离燃烧器喷嘴 ４ ｍｍ 处， 气体流量通过质量流量计控制， ＣＨ４气体的

流量控制在 １．００ Ｌ ／ ｍｉｎ， Ａｉｒ 流量分别控制在 ９．５２ Ｌ ／ ｍｉｎ 和 １０．５８ Ｌ ／ ｍｉｎ， 计算得到的燃烧当量比 φ 分别为

０３３１ 应　 用　 数　 学　 和　 力　 学　 　 　 　 　 　 　 　 　 　 　 　 ２０２６ 年　 第 ４７ 卷



１．０ 和 ０．９．二维测量光路在 ０°和 ９０°方向分别布置 ６ 条射线，共 １２ 条光束穿过测量区域．基于 ＭｃＫｅｎｎａ 燃烧

器产生的预混火焰，利用 ＡＡＲＴ 与 ＣＮＮ 算法重建了当量比为 １．０ 和 ０．９ 条件下火焰的二维温度与 Ｈ２Ｏ 浓度．
图 ９ 为当 φ 为 ０．９ 和 １．０ 时， ＣＮＮ 计算得到的二维预混火焰中温度与 Ｈ２Ｏ 浓度分布图． 图 １０ 为 ＡＡＲＴ 计算

得到的二维预混火焰中温度与 Ｈ２Ｏ 浓度分布图． 图 １１ 为不同工况下 ＡＡＲＴ 算法与 ＣＮＮ 算法重建结果的对

比图．

（ａ） 当量比 φ ＝ １．０ 工况（ＣＨ４：１ Ｌ ／ ｍｉｎ，空气：９．５２ Ｌ ／ ｍｉｎ）

（ａ） Ｅｑｕｉｖａｌｅｎｃｅ ｒａｔｉｏ φ ＝ １．０ （ＣＨ４：１ Ｌ ／ ｍｉｎ， ａｉｒ： ９．５２ Ｌ ／ ｍｉｎ）

（ｂ） 当量比 φ ＝ ０．９ 工况（ＣＨ４：１ Ｌ ／ ｍｉｎ，空气：１０．５８ Ｌ ／ ｍｉｎ）

（ｂ） Ｅｑｕｉｖａｌｅｎｃｅ ｒａｔｉｏ φ ＝ ０．９ （ＣＨ４：１ Ｌ ／ ｍｉｎ， ａｉｒ： １０．５８ Ｌ ／ ｍｉｎ）

图 ９　 基于 ＣＮＮ 的层析成像结果

Ｆｉｇ． ９　 Ｔｏｍｏｇｒａｐｈｉｃ ｉｍａｇｅｓ ｂａｓｅｄ ｏｎ ＣＮＮ

（ａ） 当量比 φ ＝ １．０ 工况（ＣＨ４：１ Ｌ ／ ｍｉｎ，空气：９．５２ Ｌ ／ ｍｉｎ）

（ａ） Ｅｑｕｉｖａｌｅｎｃｅ ｒａｔｉｏ φ ＝ １．０ （ＣＨ４：１ Ｌ ／ ｍｉｎ， ａｉｒ： ９．５２ Ｌ ／ ｍｉｎ）
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（ｂ） 当量比 φ ＝ ０．９ 工况（ＣＨ４：１ Ｌ ／ ｍｉｎ，空气：１０．５８ Ｌ ／ ｍｉｎ）

（ｂ） Ｅｑｕｉｖａｌｅｎｃｅ ｒａｔｉｏ φ ＝ ０．９ （ＣＨ４：１ Ｌ ／ ｍｉｎ， ａｉｒ： １０．５８ Ｌ ／ ｍｉｎ）

图 １０　 基于 ＡＡＲＴ 的层析成像结果

Ｆｉｇ． １０　 Ｔｏｍｏｇｒａｐｈｉｃ ｉｍａｇｅｓ ｂａｓｅｄ ｏｎ ＡＡＲＴ

（ａ） φ ＝ １．０

（ｂ） φ ＝ ０．９
图 １１　 优化后的 ＣＮＮ 算法与 ＡＡＲＴ 算法重建结果对比

Ｆｉｇ． １１　 Ｔｏｍｏｇｒａｐｈｉｃ ｉｍａｇｅｓ ｗｉｔｈ ｏｐｔｉｍｉｚｅｄ ＣＮＮ ａｎｄ ＡＡＲＴ

结果表明， ＡＡＲＴ 算法与 ＣＮＮ 算法均能有效重建火焰的温度与 Ｈ２Ｏ 浓度分布． 当量比 φ ＝ １．０ 时， 火

焰燃烧更充分， 其最高火焰温度与 Ｈ２Ｏ 浓度均高于 φ ＝ ０．９ 的工况．如图 ９、 １０ 和图 １１ 所示， ＣＮＮ 重建的最

高温度与浓度值略低于 ＡＡＲＴ 重建结果， 具体表现为 φ ＝ １．０ 工况： ＡＡＲＴ 与 ＣＮＮ 的平均重建温度分别为

１ ３８２．２５ Ｋ 和 １ ３８１．６９ Ｋ，平均浓度分别为 ０．１０４ １ 和 ０．１０４ ８； φ ＝ ０．９ 工况： ＡＡＲＴ 与 ＣＮＮ 的平均重建温度

分别为 １ ３７７．４１ Ｋ 和 １ ３７７．１４ Ｋ，平均浓度分别为 ０．０９７ ２ 和 ０．０９７ １．进一步分析表明，ＣＮＮ 重建的温度与
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Ｈ２Ｏ 浓度分布更为紧凑，其温度与浓度曲线平滑程度显著优于 ＡＡＲＴ ．当量比为 １．０ 和 ０．９ 时，ＣＮＮ 重建结果

与 ＡＡＲＴ 重建结果的互相关系数 εＴ 分别为 ０．９９８ ３ 和 ０．９９９ １， εＸ 分别为 ０．９９９ ９７ 和 ０．９９９ ９９７，说明 ＣＮＮ 的

重建图形与 ＡＡＲＴ 算法的重建图形非常相似．另外，在计算耗时方面 ＣＮＮ 算法的计算用时与 ＡＡＲＴ 算法在

同一数量级（秒级），但 ＣＮＮ 算法的计算耗时要少于 ＡＡＲＴ 算法．重建结果不仅完全符合实际燃烧特征，更证

明了 ＣＮＮ 方法在重建精度和计算耗时方面相较于 ＡＡＲＴ 算法更具优势，ＣＮＮ 能更精确地反映二维温度场

与浓度的真实分布，这为预混火焰参数的工程化重建提供了新的技术选择，也为实际燃烧诊断应用奠定了方

法基础．

３　 结　 　 论

本研究通过数值模拟与实验分析相结合的方式，系统分析了 ＣＮＮ 算法的重建性能．研究表明，在 ＣＮＮ
算法应用中，参数选择对重建精度具有决定性影响．当损失函数、优化算法、激活函数及学习率等关键参数经

优化配置后，数值模拟结果表明 ＣＮＮ 重建精度能够显著提升，温度与 Ｈ２Ｏ 浓度重建误差较优化前分别降低

２．０８％和 ０．７５％．实验验证表明，ＣＮＮ 重建结果与 ＡＡＲＴ 算法具有高度一致性，且 ＣＮＮ 重建的温度与浓度分

布更具空间紧凑性，其分布曲线平滑度更优．与 ＡＡＲＴ 算法相比，ＣＮＮ 在保证同等精度的同时，能有效缩短计

算时间并展现更强的抗噪能力．
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