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摘要：　 为了更高效地预测高速公路行程时间，以高速公路行程时间为研究对象，通过采集车辆在

高速公路进出口收费站的刷卡数据获取行程时间，利用门控递归单元神经网络对行程时间进行预

测．按照所设计的预测流程，利用广州市机场高速南线高速公路收费数据进行验证，结果显示，预测

拟合效果较好，并与 ＬＳＴＭ 神经网路和 ＢＰ 神经网络进行了对比分析．结果表明：门控递归单元神经

网络具有更好的预测准确度．
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引　 　 言

随着我国汽车保有量的不断增长，高速公路上的车辆也越来越多，加之节假日、通行时间

限制以及天气等因素的影响，导致交通环境越发复杂，车辆在高速公路上的行程时间具有波动

性，呈现出非线性的特点，预测难度也越来越大，而在先进的交通信息系统所提供的信息中，最
有价值的信息内容之一就是实时的预测行程时间．因此，高速公路行程时间预测一直是研究热

点，如 Ｊｉｗｏｎ 等［１］和 Ｚｈａｏ 等［２］采用 ＫＮＮ 方法对行程时间进行了预测．王翔等［３］改进 Ｋ 最近邻

非参数回归预测方法对高速公路短时行程时间进行了预测．邢雪等［４］ 以历史行程时间作为特

征向量，采用 Ｋ⁃ ｍｅａｎｓ 方法进行了预测．景立竹等［５］研究了高速公路交通流状态对车辆通行时

间的影响，并对行程时间进行了预测．陈娇娜等［６］基于 Ｂｏｏｔｓｔｒａｐ 建立了行程时间区间预测模型．
Ｚｈａｎｇ 等［７］、毕松等［８］和 Ｏｈ 等［９］综述了现行的行程时间预测方法．主要分为两大类：一类

是传统的统计学方法，如线性回归、自回归移动平均值等．但这些方法不能很好地预测具有非

线性特点的行程时间［１０］ ．另一类是诸如模糊推理系统、支持向量机和神经网络等机器学习法．
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模糊推理系统缺乏自学习能力，支持向量机也不能很好地处理大规模数据［１１］ ．而神经网络在

非线性、局部极小值和处理大规模数据等方面均具有较好的表现，应用广泛，如江安等［１２］利用

小波神经网络对二氧化碳和水溶液体系界面张力进行了预测；丁宏飞等［１３］ 综合利用 ＢＰ 神经

网络和支持向量机进行了预测；Ｘｉｅ 等［１４］设计神经网络通过采集到的历史数据和实时数据对

香港交通进行了预测；李松江等［１５］ 采用系统聚类法与 ＢＰ 神经网络相结合的方法，以 １５ ｍｉｎ
为一个时段对高速公路行程时间进行了预测．然而，以上算法都是前馈式神经网络算法，前馈

式神经网络在处理时间序列数据时只能利用当前信息，无法利用历史信息，即使在一定程度上

提高预测精度，但依旧不是特别理想．为此，２０ 世纪 ９０ 年代，Ｅｌｍａｎ 就已经设计了递归神经网

络（ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＲＮＮ），在该网络中，隐藏层的输入同时包含当前时刻输入层的输

入和前一时刻隐藏层的输出，理论上，ＲＮＮ 能够对任何长度的序列数据进行处理．但是在实践

中，ＲＮＮ 对学习远距离信息的能力欠佳，存在梯度消失和梯度爆炸的问题．为了解决该问题，
１９９７ 年，Ｈｏｃｈｒｅｉｔｅｒ 等［１６］ 对普通 ＲＮＮ 的隐藏层进行了改进，设计了长短期记忆单元（ ｌｏｎｇ
ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ），ＬＳＴＭ 经过输入门、遗忘门和输出门来控制前面的状态、当前的输入

和当前的记忆，并使用不同的传递函数来计算隐藏层状态．通过 ３ 个门的设置，ＬＳＴＭ 解决了梯

度消失和梯度爆炸的问题，成为了学者们处理时间序列问题的良好方法，得到了广泛的应用．
Ｐｅｔｅｒｓｅｎ 等［１７］结合 ＬＳＴＭ 神经网络和卷积神经网络对公交行驶时间进行了预测．Ｄｕａｎ 等［１８］改

进了 ＬＳＴＭ 模型并使用英国高速公路 ６６ 个路段的旅行时间数据进行了训练，验证了模型的预

测性能．张威威等［１９］考虑空间相关性，采用 ＬＳＴＭ 神经网络对旅行时间进行预测，并与 ＢＰ 神

经网络等进行了对比，指出 ＬＳＴＭ 拟合效果更好．Ｒａｎ 等［２０］考虑出发时间的影响设计 ＬＳＴＭ，对
英国高速公路行程时间进行了预测．

然而，ＬＳＴＭ 神经网络同时也存在着结构复杂、参数过多、收敛速度较慢、训练时间太长的

缺点．为此，Ｃｈｏ 等［２１］对其进行改进提出了收敛速度更快的 ＧＲＵ（ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔ，ＧＲＵ）神
经网络并用于机器翻译．另外，Ｃｈｕｎｇ 等［２２］ 也分析指出了 ＧＲＵ 和 ＬＳＴＭ 有相近的表现．自此，
ＧＲＵ 神经网络得到了广泛的应用［２３⁃２４］ ．

综上所述，在有关行程时间预测方面，已经取得了一定的研究成果，但还存在如下问题：
１） 由于交通信息的复杂性，当数据维数较大时，运算时间过长； ２） 预测方法参数过多，结构复

杂； ３） 没有很好地利用时间序列数据的历史信息．而递归神经网络的出现为时间序列预测领

域的发展带来了巨大的机遇．但总体而言，在行程时间预测领域，递归神经网络的应用还处于

初步探索阶段，而随着 ＥＴＣ 等智能交通系统的发展，高速公路历史行程时间可以通过车辆进

出收费站刷卡数据交易获取．基于此，本文设计门控递归单元神经网络应用于高速公路行程时

间预测领域，具有一定的理论意义和实际应用价值．本文主要工作如下：首先，综述了有关行程

时间预测的国内外研究现状；接着介绍了门控递归单元神经网络；然后设计了高速公路行程时

间预测流程；最后进行了案例应用．

１　 门控递归单元神经网络

１．１　 门控递归单元神经网络原理

ＧＲＵ 内部结构如图 １ 所示．
图 １ 中， ｘｔ 为当前时刻 ＧＲＵ 模块的输入； ｈｔ －１ 为上一时刻的状态； ｒｔ 为重置门，可通过式

（１）求出，用于决定候选状态 ｈｔ 对 ｈｔ －１ 的依赖程度； ｚｔ 为更新门，可由式（２）求出； ｈｔ 是经过重

置门处理后的输出候选值．联立式（１） ～ （４）可求得 ｈｔ：
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　 　 ｒｔ ＝ ｓｉｇｍｏｉｄ（Ｕｒｈｔ －１ ＋ Ｗｒｘｔ ＋ ｂｒ）， （１）
　 　 ｚｔ ＝ ｓｉｇｍｏｉｄ（Ｕｚｈｔ －１ ＋ Ｗｚｘｔ ＋ ｂｚ）， （２）
　 　 ｈｔ ＝ ｔａｎｈ（Ｕｃ（ ｒｔｈｔ －１） ＋ Ｗｃｘｔ ＋ ｂｃ）， （３）
　 　 ｈｔ ＝ ｚｔｈｔ －１ ＋ （１ － ｚｔ）ｈｔ， （４）

其中， Ｕｒ 和Ｗｒ 分别为 ｔ － １ 时刻输出和 ｔ时刻输入到重置门的权重矩阵， ｂｒ 表示重置门的偏置

量； Ｕｚ 和 Ｗｚ 分别为 ｔ － １ 时刻输出和 ｔ 时刻输入到更新门的权重矩阵， ｂｚ 表示更新门的偏置

量；Ｕｃ 和 Ｗｃ 分别为 ｔ － １ 时刻输出和 ｔ 时刻输入到候选隐藏状态的权重矩阵， ｂｃ 为候选隐藏

状态的偏置量．

图 １　 ＧＲＵ 内部结构图

Ｆｉｇ． １　 Ｔｈｅ ｉｎｔｅｒｎａｌ ＧＲＵ ｓｔｒｕｃｔｕｒｅ

从式（１） ～ （４）中可以看出，ｓｉｇｍｏｉｄ 函数控制更新门和重置门的取值范围．重置门控制 ｘｔ

与 ｈｔ －１ 的结合方式， ｒｔ 越趋于 ０，则 ｈｔ －１ 所占比例越小．更新门 ｚｔ 决定 ｈｔ －１ 进入当前时刻的大

小， ｚｔ 越接近 １，则之前时刻的信息利用也越多．
１．２　 ＧＲＵ 与 ＬＳＴＭ 的比较

ＧＲＵ 和 ＬＳＴＭ 都是利用门控来保留重要历史特征，但是，与 ＬＳＴＭ 相比，ＧＲＵ 结构更简

单，ＧＲＵ 只有两个门且没有细胞状态，它将遗忘门和输入门合并成更新门来控制上一时间步

的隐藏状态信息传递到当前隐藏状态．上一时间步的隐藏状态信息通过重置门控制遗忘情况．
ＧＲＵ 尽管没有 ＬＳＴＭ 的细胞状态， 但其仍对历史隐藏状态具有良好的记忆能力．因此，相较于

传统 ＬＳＴＭ 而言，ＧＲＵ 更加简单，却也能够保持 ＬＳＴＭ 的预测效果．

２　 高速公路行程时间预测

本文将高速公路行程时间预测设计为 ８ 个步骤，通过以下步骤可实现使用 ＧＲＵ 神经网络

对高速公路短时行程时间的预测，预测流程如图 ２ 所示．
Ｓｔｅｐ １　 采集数据．利用车辆通过高速公路进出收费站的刷卡数据获取该时刻收费站之间

路段所需的行程时间．
Ｓｔｅｐ ２　 处理数据．对历史输入数据进行预处理，以每 ３０ ｍｉｎ 为一个时段，计算各时段行程

时间平均值作为该时段所需的行程时间，然后采用最小最大标准化技术将各时段行程时间映

射到［０，１］之间：
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　 　 ｘ∗
ｉ ＝

ｘｉ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
，　 　 ｉ ＝ １，２，…，ｎ， （５）

式中， ｘｍａｘ 和 ｘｍｉｎ 是原始数据中的最大值、最小值； ｘｉ 为需要处理的数据； ｘ∗
ｉ 为标准化后的值．

Ｓｔｅｐ ３　 划分数据．为了提高模型的泛化能力，将时间序列数据集划分为训练集、验证集和

测试集，并设置分割窗口长度．
Ｓｔｅｐ ４　 构建 ＧＲＵ 神经网络结构．本文利用第 ｔ时段、 ｔ － １ 时段 、 ｔ － ｍ时段的行程时间数

据来预测第 ｔ ＋ １ 时段的行程时间，因此，输入层神经元个数设置为 ｍ ＋ １ 个，输出层神经元个

数设置为 １ 个．将输入层神经元输入隐藏层，隐藏层的第一层为 ＧＲＵ 层，第二层为全连接层，
若需要多个 ＧＲＵ 层或全连接层可以依次叠加，隐藏层的层数和各层神经元的个数根据数据规

模确定．
Ｓｔｅｐ ５　 随机初始化各层之间的连接权值和各神经元的偏置，并选择合适的激活函数和损

失函数．本文使用均方误差来作为损失函数：

　 　 Ｆ ｌｏｓｓ ＝
１
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ′ｉ） ２， （６）

式中， ｎ 为训练集样本数； ｙｉ 为实际值； ｙ′ｉ 为输出值．
Ｓｔｅｐ ６　 训练模型．将训练集和验证集输入模型，并利用损失函数计算误差．本文使用 ２０１４

年 Ｋｉｎｇｍａ 等提出的 Ａｄａｍ（ａｄａｐｔｉｖｅ ｍｏｍｅｎｔ ｅｓｔｉｍａｔｉｏｎ） ［２５］优化方法来优化模型参数．训练算法

如下：首先设全局学习率为 η， 默认值为 ０．９，矩估计的指数衰减速率为 β １ 和 β ２， 一般分别取

０．９ 和 ０．９９９，初始化参数 Ｗ０， 初始值为 ０ 的一阶和二阶矩变量 ｍ０，ｖ０ 以及时间步计数 ｔ （初始

化为 ０）．然后循环执行以下步骤，直至满足停止要求为止．
① 计算梯度：
　 　 ｇｔ ＝ ÑＪ（Ｗｔ －１）， （７）

式中， ｇｔ 为第 ｔ 时间步的梯度值，Ｊ 为代价函数， Ｗｔ －１ 表示第 ｔ － １ 时间步的权值矩阵．
② 更新时间步 ｔ ．
③ 更新一阶有偏矩估计：
　 　 ｍｔ ＝ β １ｍｔ －１ ＋ （１ － β １）ｇｔ， （８）

式中， ｍｔ 为一阶动量项， β １ 为一阶矩估计的指数衰减率，默认值为 ０．９．
④ 更新二阶有偏矩估计：
　 　 ｖｔ ＝ β ２ｖｔ －１ ＋ （１ － β ２）ｇ２

ｔ ， （９）
式中， ｖｔ 为二阶动量项， β ２ 为二阶矩估计的指数衰减率，默认值为 ０．９９９．

⑤ 对一阶矩的偏差进行修正：

　 　 ｍ′ｔ ＝
ｍｔ

１ － β ｔ
１

． （１０）

⑥ 对二阶矩的偏差进行修正：

　 　 ｖ′ｔ ＝
ｖｔ

１ － β ｔ
２

． （１１）

⑦ 计算参数的更新量：

　 　 Δｗ ＝ － η
ｖ′ｔ ＋ δ

ｍ′ｔ， （１２）

式中， η 为学习率，默认值为 ０．９， δ 是一个取值很小的数，默认值为 １０－８ ．
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⑧ 更新参数：
　 　 Ｗｔ ＋１ ＝ Ｗｔ ＋ Δｗ ． （１３）
Ｓｔｅｐ ７　 测试模型．将测试集输入训练好的模型，并进行反标准化处理，得到对应的行程时

间预测值．
Ｓｔｅｐ ８　 评估模型．采用均方根误差（ＲＭＳＥ）和平均绝对误差（ＭＡＥ）对预测结果进行评

价，其值越小，模型对于真实值拟合的偏差越小，结果越准确，计算表达式如下：

　 　 ｙＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
（ｙ′ｉ － ｙｉ） ２ ， （１４）

　 　 ｙＭＡＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｙ′ｉ － ｙｉ ， （１５）

其中， Ｎ 为测试集的样本数量， ｙ′ｉ 为模型预测值， ｙｉ 为观测值．

图 ２　 ＧＲＵ 神经网络预测流程图

Ｆｉｇ． ２　 Ｔｈｅ ＧＲＵ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ

３　 应　 　 用

本文采用的样本数据为 ＯＰＥＮＩＴＳ 所开发的广州市机场高速南线（三元里至机场南路段，
全长约 ２６ ｋｍ）连续 １０ 天的半小时平均行程时间数据（详见网站：ｈｔｔｐ： ／ ／ ｗｗｗ．ｏｐｅｎｉｔｓ．ｃｎ ／ ），共
计 ４８０ 个样本，如图 ３ 所示．

根据时间顺序，按照 ６ ∶ １ ∶ ３ 的比例将全部样本划分为训练集、验证集和测试集．构建的

ＧＲＵ 网络为一层 ＧＲＵ 加上一个全连接层．其中，输入层神经元个数设为 ８，输出层神经元个数

设为 １，ＧＲＵ 层有 １４ 个神经元，全连接层为 １ 个神经元，使用 ｓｉｇｍｏｉｄ 和 ｔａｎｈ 激活函数．Ｄｒｏｐｏｕｔ
设置为 ０．１，在模型训练过程中，损失函数使用均方误差函数，使用 Ａｄａｍ 优化器进行优化．迭
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代次数（ｅｐｏｃｈ）为 ５０ 次．本文编程在 ＰＹＴＨＯＮ 环境下实现，以 ＴＥＮＳＯＲＦＬＯＷ 为后端，并基于

ＫＥＲＡＳ 深度学习框架，使用 ＫＥＲＡＳ 中的序贯模型进行编程，运行平台为 Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ （ＴＭ）
ｉ５⁃６３００Ｕ ２．４０ ＧＨｚ ＣＰＵ，４．０ Ｇ 内存．模型构建后，将样本集输入模型，程序运行 １２．７ ｓ 后得到

预测结果和损失值曲线分别如图 ４ 和图 ５ 所示．

图 ３　 行程时间数据图

Ｆｉｇ． ３　 Ｔｒａｖｅｌ ｔｉｍｅ ｄａｔａ

图 ４　 ＧＲＵ 神经网络预测测试结果

Ｆｉｇ． ４　 ＧＲＵ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｔｅｓｔ ｒｅｓｕｌｔｓ

图 ４ 中虚线表示对训练集进行预测的结果，实线表示对测试集进行预测的结果，点线表示

原始数据．由图可知，ＧＲＵ 神经网络对高速公路行程时间预测效果较好．
表 １　 不同旅行时间序列输入长度下的 ＲＭＳＥ 和 ＭＡＥ

Ｔａｂｌｅ １　 Ｔｈｅ ＲＭＳＥ ａｎｄ ＭＡＥ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｉｎｐｕｔ ｌｅｎｇｔｈｓ ｏｆ ｔｒａｖｅｌ ｔｉｍｅ ｓｅｒｉｅｓ

№． ｌｅｎｇｔｈ ｔｒａｉｎｉｎｇ ＲＭＳＥ ｔｅｓｔ ＲＭＳＥ ｔｒａｉｎｉｎｇ ＭＡＥ ｔｅｓｔ ＭＡＥ

１ １ ９２．１９ ８６．８３ ６７．１１ ６５．１８

２ ３ ９２．０６ ８８．６０ ６４．６９ ６５．３２

３ ５ ８６．５６ ８２．６２ ６３．２９ ６４．３１

４ ７ ８８．６９ ８７．５６ ６１．７９ ６５．１１

５ ９ ８９．１２ ８９．２９ ６７．２１ ７０．０３

６ １１ ８５．９９ ８７．３０ ５９．６５ ６６．０６

７ １３ ８３．０７ ８６．５５ ５８．７１ ６６．６４

８ １５ ８２．６５ ８５．６４ ５８．２０ ６４．７０
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图 ５　 训练数据和验证数据的损失值

Ｆｉｇ． ５　 Ｌｏｓｓｅｓ ｏｆ ｔｈｅ ｔｒａｉｎｉｎｇ ｄａｔａ ａｎｄ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｄａｔａ

　 　 从图 ５ 中可以看出，不论是训练集还是验证集，损失值都趋近于越来越小，没有出现过拟

合的情况．为了找到最佳的旅行时间序列输入长度，本文将旅行时间序列长度分别设置为 １，３，
５，７，９，１１，１３，１５ 运行程序，得到训练集和测试集的 ＲＭＳＥ 和 ＭＡＥ 如表 １ 所示．从表 １ 中可知，
当输入长度为 ５ 时，测试集的 ＲＭＳＥ 和 ＭＡＥ 都最低．

为了进一步验证 ＧＲＵ 神经网络的预测效果，引入 ＬＳＴＭ、ＢＰ 神经网络进行模型间比较分

析．构建 ＬＳＴＭ 神经网络和 ＧＲＵ 网络结构完全一致，只是把 ＧＲＵ 层换成了 ＬＳＴＭ 层；构建 ＢＰ
神经网络由两个全连接层构成，神经元个数分别为 １４ 个和 １ 个输出神经元．分别迭代 １０ 次

后，结果如表 ２ 所示．通过不同模型间的对比可以看出，不论是 ＲＭＳＥ 还是 ＭＡＥ 模型预测评价

指标，ＧＲＵ 神经网络对高速公路行程时间的预测效果都优于 ＬＳＴＭ 和 ＢＰ 神经网络模型，同时

所需训练时长也比 ＬＳＴＭ 需要时间更少．
表 ２　 不同模型预测效果

Ｔａｂｌｅ ２　 Ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

ＧＲＵ ＬＳＴＭ ＢＰＮＮ

ＲＭＳＥ ９７．６５ １０１．２９ １１６．５１

ＭＡＥ ７５．２０ ８１．０７ ８６．０９

ｔｉｍｅ ｔ ／ ｓ ７．６６ １６．５ ６．８

４　 结　 　 论

针对高速公路行程时间具有非线性和时间序列性的特点，本文引入深度学习中的 ＧＲＵ 神

经网络应用于高速公路行程时间预测，丰富了高速公路行程时间预测相关理论，为相关学者以

及交通管理部门等提供新思路．通过对广州市机场高速南线行程时间预测，证明了 ＧＲＵ 神经

网络对高速公路行程时间预测效果较好．通过与 ＬＳＴＭ 神经网络和 ＢＰ 神经网络的对比分析表

明，ＧＲＵ 神经网络的预测效果好于 ＬＳＴＭ 神经网络和 ＢＰ 神经网络．
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