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摘要：　 心电信号分类是医疗保健领域的重要研究内容．针对大多数方法不能很好地降低样本数量少的类别漏诊

率，以及降低预处理操作的复杂性问题，提出了一种基于改进深度残差收缩网络（ＩＤＲＳＮ）的心电信号分类算法（即
ＤＲＳＬ 算法）．首先，使用合成少数类过采样技术（ＳＭＯＴＥ）扩充数量少的类别样本，从而解决了类不平衡问题；其次，
利用改进深度残差收缩网络提取空间特征，其残差模块可以避免网络层加深造成的过拟合，压缩激励和软阈值化

子网络可以提取重要局部特征并自动去除噪声；然后，通过长短期记忆网络（ＬＳＴＭ）提取时间特征；最后，利用全连

接网络输出分类结果．在 ＭＩＴ⁃ＢＩＨ 心律失常数据集上的实验结果表明，该算法的分类性能优于 ＩＤＲＳＮ、ＤＲＳＮ、ＧＡＮ
＋２ＤＣＮＮ、ＣＮＮ＋ＬＳＴＭ＿ＡＴＴＥＮＴＩＯＮ、ＳＥ⁃ＣＮＮ⁃ＬＳＴＭ 分类算法．
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０　 引　 　 言

根据世界卫生组织提供的资料显示，心血管疾病是危害人类生命最严重的疾病之一， 每年因心血管疾

病死亡的人数约占世界死亡人数的 １ ／ ３［１］ ．心电图（ｅｌｅｃｔｒｏｃａｒｄｉｏｇｒａｍ，ＥＣＧ）以其简单、无创的特点［２］ 被广泛

应用于诊断各种心脏异常、预测心血管发病率和死亡率．其诊断需要临床医生仔细检查和识别搏动间和搏动

内的模式，这个过程既耗时又容易出错［３］ ．因此，设计一种高准确率、低漏诊率的心电信号分类算法显得尤为

重要．
目前，国内外研究者们已提出了多种心电信号分类算法，可分为基于波形形态、波形特征和深度学习三

类．基于波形形态的分类算法是利用心电图的 Ｐ 波、Ｔ 波以及 ＱＲＳ 波群等特征进行分类．例如，李胜蓝等［４］使

用形态学方法对 ＱＲＳ 波群进行描述，提取了有效特征信息，并使用模糊网络和神经网络对心律失常进行识

别，在 ４ 类心律失常识别中达到了 ９５．８７％的准确率．但该分类算法对噪声敏感，准确率较低，不利于应用于

实际．基于波形特征的分类算法是通过高阶统计特征［５］、 Ｈｅｒｍｉｔｅ 系数［６］、 小波变换［７］等算法提取心电信号

特征，再通过多层感知机或支持向量机（ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ，ＳＶＭ）等算法进行分类．例如，Ｍｏｎｄéｊａｒ⁃Ｇｕｅｒｒａ
等［８］通过小波变换、局部二值模式和高阶统计特征进行特征提取，并使用 ＳＶＭ 进行分类，在 ４ 类心电信号分

类中达到了 ９４．５％的准确率．但此类分类算法需要较多的先验知识，且鲁棒性较差，也不利于广泛应用于实

际．基于深度学习的分类算法是通过搭建端到端的神经网络进行分类，其具有较好的特征提取能力和泛化能

力，越来越多的研究者将卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）、残差网络（ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ，Ｒｅｓ⁃
Ｎｅｔ）、长短期记忆网络（ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）等应用在心电信号分类领域中．例如，陈鹏等［９］提出了

一种基于 ＧＡＮ 和 ２ＤＣＮＮ 的心电信号分类算法（ＧＡＮ＋２ＤＣＮＮ），该算法通过 ＧＡＮ 生成高质量合成样本，实
现了二维心电图的样本类别平衡，实验验证了样本类别平衡有助于提高分类性能．Ｓｏｗｍｙａ 等［１０］ 提出了一种

基于 ＬＳＴＭ 和 ＣＮＮ 的混合神经网络心律失常识别模型（ＣＮＮ＋ＬＳＴＭ），该模型可以自动提取信号的空间特征

和时间特征，实验验证了其比单一 ＣＮＮ 模型的分类性能好．Ｚｈａｎｇ［１１］提出了一种基于 ＣＮＮ 和 ＬＳＴＭ＿ＡＴＴＥＮ⁃
ＴＩＯＮ 的混合神经网络心电信号分类算法（ＣＮＮ＋ＬＳＴＭ＿ＡＴＴＥＮＴＩＯＮ），该算法在预处理阶段使用小波阈值变

换和合成少数类过采样技术（ｓｙｎｔｈｅｔｉｃ ｍｉｎｏｒｉｔｙ ｏｖｅｒ⁃ｓａｍｐｌｉｎｇ ｔｅｃｈｎｉｑｕｅ，ＳＭＯＴＥ）进行去噪处理与样本类别平

衡，并将注意力机制嵌入到 ＬＳＴＭ 上为重要时间特征赋予较大权重，在 ＭＩＴ⁃ＢＩＨ 心律失常数据库上取得了较

好的分类性能．郭炜伦等［１２］ 提出了一种基于 ＳＥ⁃ＣＮＮ⁃ＬＳＴＭ 的心电信号识别算法，该算法将压缩激励

（ｓｑｕｅｅｚｅ⁃ａｎｄ⁃ｅｘｃｉｔａｔｉｏｎ，ＳＥ）模块嵌入到 ＣＮＮ 和 ＬＳＴＭ 中进行心电信号的分类，在 ＭＩＴ⁃ＢＩＨ 心律失常数据库

上取得了 ９５．８％的准确率．由于 ＣＮＮ 在深层网络结构中需要训练大量可学习参数，且容易出现梯度消失和

网络退化等现象，许多研究者也常使用 ＲｅｓＮｅｔ 代替 ＣＮＮ 进行空间特征提取，其可以减轻深度网络的训练难

度．例如，Ｈａｎ 等［１３］提出了一种多导联残差神经网络心电图识别模型（ＭＬ⁃ＲｅｓＮｅｔ），其考虑了心电信号的多

导联，提高了算法的泛化性能，在 ＰＴＢ 数据库中取得了 ９５．４９％的准确率．秦博等［１４］ 提出将残差结构和注意

力机制结合进行心电图分类（ＲｅｓＮｅｔ＋ＡＭ），其使用注意力机制解决了 ＲｅｓＮｅｔ 对任何位置特征相同处理的问

题，大大提高了样本数量少的类别敏感性．
上述基于深度学习的分类算法虽然取得了较好的分类结果，但仍存在一些不足之处：① 当以一维心电

信号作为输入时，需要在预处理阶段进行小波变换［１５］ 或其他去噪操作，其通常需要大量先验知识且去除噪

声后可能会改变心电信号的含义．② 当以二维图像作为输入时，需要将一维心电信号数据转化为二维图像，
并建立多个复杂的生成模型进行数据类别平衡，操作繁琐且模型复杂耗时，不利于应用于实际．对此，本文根

据心电信号的特点对深度残差收缩网络（ｄｅｅｐ ｒｅｓｉｄｕａｌ ｓｈｒｉｎｋａｇｅ ｎｅｔｗｏｒｋ，ＤＲＳＮ）进行改进，使其可以在高噪

声心电信号中提取重要局部特征并达到自动去除噪声的目的，并将改进深度残差收缩网络（ｉｍｐｒｏｖｅｄ ＤＲＳＮ，
ＩＤＲＳＮ）与 ＳＭＯＴＥ、ＬＳＴＭ 结合，提出了一种基于改进深度残差收缩网络（ ＩＤＲＳＮ）的心电信号分类算法

ＤＲＳＬ ．该算法不仅可以降低样本数量少的类别漏诊率，还能降低预处理操作的复杂性，同时也避免了因网络
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层加深造成的网络退化现象．

１　 相关理论知识

１．１　 ＤＲＳＮ
为了加强深度神经网络从含噪声信号中提取有用特征的能力，Ｚｈａｏ 等［１６］以残差网络为基础，融合注意

力机制和软阈值函数，提出了 ＤＲＳＮ，其结构图如图 １ 所示．该网络结构是在经典残差网络的输出之前嵌入一

个压缩激励和软阈值化子网络．其中 ＲｅｓＮｅｔ［１７⁃１８］ 可以解决网络层加深导致的梯度消失和网络退化问题．ＳＥ
网络［１９］通过学习通道特征的相关性评估通道的重要程度，从而得到一组阈值．软阈值函数［２０］ 通过将部分特

征置为 ０ 实现对噪声和冗余信息的抑制．具体实现过程如下：
① ＲｅｓＮｅｔ 变换　 使用堆叠两层卷积而成的 ＲｅｓＮｅｔ 学习残差信息，记 ＲｅｓＮｅｔ 的输入特征为 Ｘ ＝ ［ｘ１，ｘ２，

…，ｘＣ］，Ｘ∈ＲＲ Ｈ×Ｗ×Ｃ，第一层卷积输出特征为 Ｕ′ ＝ ［ｕ′１，ｕ′２，…，ｕ′Ｃ″］，第二层卷积特征输出为 Ｕ ＝ ［ｕ１，ｕ２，…，
ｕＣ′］，Ｕ ∈ ＲＲ Ｈ′×Ｗ′×Ｃ′， 即 ＳＥ 单元的输入特征．

　 　 ｕ′Ｃ″ ＝ ｖＣ″∗Ｘ， ｕＣ′ ＝ ｖＣ′∗Ｕ′， （１）
其中， Ｈ，Ｗ，Ｃ 分别表示特征矩阵的高度、宽度和通道数；∗表示卷积乘号； ｖＣ″ 和 ｖＣ′ 分别为两次卷积的二维

卷积核．
② 压缩操作 Ｆｓｑ 　 使用绝对值函数与全局平均池化（ＧＡＰ）将每个通道上的全局空间特征通过空间维度

Ｈ′ × Ｗ′压缩生成通道描述符，该描述符的统计信息表示此通道的全局特征，从而得到一个 １ × １ × Ｃ′的通道

统计量 Ａ ．Ａ 的第 Ｃ′ 个元素计算如下：

　 　 ＡＣ′ ＝ Ｆｓｑ（ｕＣ′） ＝ １
Ｈ′ × Ｗ′∑ｉ ＝ １

∑
ｊ ＝ １

ｕＣ′（ ｉ，ｊ），　 　 Ａ ∈ ＲＲ Ｃ′ ． （２）

③ 激励操作 Ｆｅｘ 　 通过 ｓｉｇｍｏｉｄ 映射的门控机制对通道之间的相关性进行计算，得到每个通道的阈值算

子 α （如式（３）所示）．为了限制模型的复杂度以及强化泛化能力，使用两个全连接用于降维和升维．
　 　 α ＝ Ｆｅｘ（Ａ，ＷＡ） ＝ σ（ｇ（Ａ，ＷＡ）） ＝ σ（ＷＡ２δ（ＷＡ１，Ａ）），　 　 α ∈ ＲＲ Ｃ′， （３）

其中， δ 为 ＲｅＬＵ 映射； ＷＡ１，ＷＡ２ 分别是降维和升维层的可学习参数，ＷＡ１ ∈ ＲＲＣ′ ／ ｒ×Ｃ′，ＷＡ２ ∈ ＲＲＣ′×Ｃ′ ／ ｒ，ｒ 为降维

层的缩放比，该参数用于降低计算量．
④ 阈值计算　 将通道特征 ＡＣ′ 和阈值算子 αＣ′ 乘积得到该通道的阈值 ｔＣ′ （如式（４）所示），从而得到通

道阈值 Ｔ ＝ ［ ｔ１，ｔ２，…，ｔＣ′］ ∈ ＲＲＣ′ ．该阈值是通过神经网络训练自主学习得到的，其不需要先验知识人工设置，
阈值的高低与通道特征的重要程度成正相关，阈值越接近 ０，通道特征越不重要．

　 　 ｔＣ′ ＝ αＣ′ＡＣ′ ． （４）
⑤ 软阈值化　 软阈值函数的导数为 １ 或 ０，在神经网络中可以有效地防止梯度消失．使用网络训练学习

到的阈值 Ｔ 对残差信息 Ｕ 进行软阈值处理（如式（５）所示），从而去除大部分噪声和冗余信息，得到去除噪

声的残差特征 Ｘ
－
＝ ［ｘ－ １，ｘ

－
２，…，ｘ－ Ｃ′］，Ｘ

－
∈ ＲＲＨ′×Ｗ′×Ｃ′ ．

　 　 ｘ－Ｃ′（ ｉ，ｊ） ＝ ｓｇｎ（ｕＣ′（ ｉ，ｊ））ｍａｘ { ｕＣ′（ ｉ，ｊ） － ｔＣ′，０ } ， （５）
其中，ｓｇｎ（·）表示符号函数．

⑥ 输出特征　 将去除噪声的残差特征 Ｘ
－
和输入特征 Ｘ结合得到得输出特征 Ｘ′ （如式（６）所示）．当残差

特征为 ０ 时，表明网络达到最优，且不会随着网络层的加深而减低模型的表达能力．

　 　 Ｘ′ ＝ Ｘ ＋ Ｘ
－
， 　 　 Ｘ′ ∈ ＲＲＨ′×Ｗ′×Ｃ′ ． （６）

１．２　 ＬＳＴＭ
为了解决循环神经网络梯度消失或爆炸和长期依赖问题，Ｈｏｃｈｒｅｉｔｅｒ 等［２１］提出了 ＬＳＴＭ 模型，其引入了

门控机制和细胞状态两个概念．ＬＳＴＭ 单元结构如图 ２ 所示．ＬＳＴＭ 单元［２２］ 由三种不同的门和两种不同的状

态组成：输入门 ｉｔ， 遗忘门 ｆｔ， 输出门 ｏｔ， 细胞状态 ｃｔ 和隐藏状态 ｈｔ ．其中输入门 ｉｔ 决定哪些信息应该被添加

到当前细胞状态中；遗忘门 ｆｔ 用来丢弃前一刻细胞状态中无用的信息；输出门 ｏｔ 决定当前细胞状态中哪些
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信息应该被输出；输入门 ｉｔ 和遗忘门 ｆｔ 共同更新 ｔ 时刻的细胞状态 ｃｔ； 输入门 ｉｔ、 遗忘门 ｆｔ 和输出门 ｏｔ 共同

决定 ｔ 时刻输出的隐藏状态 ｈｔ ．ＬＳＴＭ 单元一次更新过程如下：

　 　

ｆｔ ＝ σ（Ｗｘｆ·ｘｔ ＋ Ｗｈｆ·ｈｔ －１ ＋ ｂｆ），
ｉｔ ＝ σ（Ｗｘｉ·ｘｔ ＋ Ｗｈｉ·ｈｔ －１ ＋ ｂｉ），
ｏｔ ＝ σ（Ｗｘｏ·ｘｔ ＋ Ｗｈｏ·ｈｔ －１ ＋ ｂｏ），
ｃｔ ＝ ｆｔ☉ｃｔ －１ ＋ ｉｔ☉ｔａｎｈ（Ｗｘｃ·ｘｔ ＋ Ｗｈｃ·ｈｔ －１ ＋ ｂｃ），
ｈｔ ＝ ｏｔ☉ｔａｎｈ（ｃｔ），

ì

î

í

ï
ï
ïï

ï
ï
ïï

（７）

其中， ☉ 为 Ｈａｄａｍａｒｄ 积， σ 和 ｔａｎｈ 为非线性激活函数，

　 　
σ（ｘ） ＝ １

１ ＋ ｅ －ｘ，

ｔａｎｈ（ｘ） ＝ ｅｘ － ｅ －ｘ

ｅｘ ＋ ｅ －ｘ，

ì

î

í

ï
ïï

ï
ï

（８）

式中， Ｗｘｆ，Ｗｈｆ，Ｗｘｉ，Ｗｈｉ，Ｗｘｏ，Ｗｈｏ，Ｗｘｃ，Ｗｈｃ 为权重矩阵； ｂｆ，ｂｉ，ｂｏ，ｂｃ 为偏差向量．

图 １　 ＤＲＳＮ 结构图

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＲＳＮ

图 ２　 ＬＳＴＭ 单元内部结构图

Ｆｉｇ． ２　 Ｔｈｅ ｉｎｔｅｒｎａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ａｎ ＬＳＴＭ ｕｎｉｔ
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２　 本文提出的 ＤＲＳＬ 分类算法

ＤＲＳＮ 网络的提出是应用于机械故障检测中，处理的是机械振动信号，其阈值是自动获取的，不需要人

工设置．大量实验证明了其对含有噪声的数据训练效果好．心电信号是一种频率范围为 ０．０５ ～ １００ Ｈｚ 的非线

性毫伏级别生理信号，在采集过程中会产生基线漂移、工频干扰和肌电干扰等噪声［２３］，研究者通常需要在预

处理阶段对这些噪声进行处理．因此，本文首先使用 ＳＭＯＴＥ 对小样本类别数据进行数据扩充．其次根据心电

信号自身特点以及其与机械振动信号的不同之处对 ＤＲＳＮ 网络进行改进，使其可以在高噪声心电信号中提

取重要局部特征并达到自动去除噪声的目的．将改进 ＤＲＳＮ 与 ＬＳＴＭ 结合，提出了一种基于 ＩＤＲＳＮ 的心电信

号分类算法 ＤＲＳＬ ．
ＩＤＲＳＮ 的结构如图 ３ 所示，其中 ＩＤＲＳＮ（ａ）网络用于前后通道数一致时，可用于提取深层特征；ＩＤＲＳＮ

（ｂ）网络用于通道数不一致时，可用于减低模型复杂度．主要改进之处如下：
① 机械信号值是连续跳跃变化的，平均池化可以统计机械信号中跳跃值的平均情况．而心电信号数据

是连续且呈现近似周期性变化的，在一个心拍周期内有持续增长到波峰再下降的情况，故在压缩操作 Ｆｓｑ 中

使用全局最大池化（ＧＭＰ）代替 ＧＡＰ（如式（９）所示），其有利于提取通道数中的波峰特征．
　 　 ＡＣ′ ＝ Ｆｓｑ（ｕＣ′） ＝ ｍａｘ（ｕＣ′（ ｉ，ｊ）），　 　 Ａ ∈ ＲＲ Ｃ′ ． （９）
② 考虑到心电信号部分波段电压值为负数，本文使用 ＬｅａｋｙＲｅＬＵ 激活函数代替 ＲｅＬＵ 函数（如式（１０）

所示），保留心电信号的负值特征以及避免网络的稀疏性．

　 　 ｆ（ｘ） ＝
ｘ，　 　 ｘ ≥ ０，
λｘ， ｘ ＜ ０ ．{ （１０）

③ 由于心电信号是一维数据，所有网络层在训练时均使用一维类型，在 ＲｅｓＮｅｔ 变换中卷积层的卷积核

大小取（３，１），其可以加快训练速度，缩短训练时间．
图 ４ 直观地展现了 ＤＲＳＬ 分类算法的结构流程．ＤＲＳＬ 网络主要由输入层、１ 个 ＣＮＮ 层、１０ 个 ＩＤＲＳＮ 层、

１ 个 ＬＳＴＭ 层和 ２ 个 ｄｅｎｓｅ 层组成，每层结构详细描述如下：
输入层　 将预处理后的心电心拍数据与 ＳＭＯＴＥ 合成心拍数据进行融合，作为 ＤＲＳＬ 网络的输入．其可

以使训练样本达到类别平衡状态，从而降低样本数量少的类别漏诊率．
ＣＮＮ 层　 对输入的心拍数据使用一维 ＣＮＮ 层和 ｍａｘ ｐｏｏｌｉｎｇ 层提取特征．为了避免第一次卷积提取的

信息丢失，在 ｍａｘ ｐｏｏｌｉｎｇ 层后使用 ｔａｎｈ 函数作为激活函数．

（ａ） ＩＤＲＳＮ（ａ）结构图

（ａ） Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＩＤＲＳＮ（ａ）
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（ｂ） ＩＤＲＳＮ（ｂ）结构图

（ｂ） Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＩＤＲＳＮ（ｂ）
图 ３　 ＩＤＲＳＮ 结构图

Ｆｉｇ． ３　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＩＤＲＳＮ

ＩＤＲＳＮ 层　 心电信号具有高噪声且不同类别心拍之间存在明显的局部性差异，在 ＣＮＮ 层后使用 ＩＤＲＳＮ
（ａ）网络和 ＩＤＲＳＮ（ｂ）网络交替堆叠的 １０ 层 ＩＤＲＳＮ 网络来学习心电信号的局部特征．

ＬＳＴＭ 层　 心电信号具有时序性，在 ＩＤＲＳＮ 层后使用 ＬＳＴＭ 用于挖掘心电信号的时间特征．
Ｄｅｎｓｅ 层　 该层可以综合 ＬＳＴＭ 层输出的主要特征信息并输出最终的分类结果．

图 ４　 ＤＲＳＬ 算法流程图

Ｆｉｇ． ４　 Ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ＤＲＳＬ ａｌｇｏｒｉｔｈｍ

ＤＲＳＬ 算法步骤如下：
Ｓｔｅｐ１（数据预处理）　 对心电信号数据进行归一化，心拍分割，训练集样本类别平衡等预处理操作．其

中，采用分层采样方法将样本类别平衡前的心拍数据按 ７ ∶ １ ∶ ２ 的比率划分为训练集、验证集和测试集．
Ｓｔｅｐ２（训练 ＤＲＳＬ 网络）　 将类别平衡后的训练集数据输入到 ＤＲＳＬ 网络中，并使用 Ａｄａｍ 优化器进行

训练．
Ｓｔｅｐ３（调节网络层数与超参数）　 训练 ＤＲＳＬ 网络得到验证集数据的 ｌｏｓｓ 值以及准确率，根据其变化趋

势以及数值大小调整网络中的卷积核个数，卷积窗口大小，神经元数量，训练批大小，迭代次数，学习率等超

参数，并反复实验确定超参数值和网络层数，减少无用的学习，从而得到最佳 ＤＲＳＬ 模型．
Ｓｔｅｐ４（输出分类结果）　 将测试集数据输入到训练好的 ＤＲＳＬ 模型中，得到分类结果．
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３　 实验及其结果分析

３．１　 数据来源与性能评价指标

本文实验数据来自 ＭＩＴ⁃ＢＩＨ 心律失常数据集［２４］，该数据集包含 ４８ 条时长为 ３０ ｍｉｎ、采样频率为 ３６０ Ｈｚ
的心电信号记录．每条心电信号记录均是由两个导联组成，两位专家对其进行 Ｒ 峰标记和注释．由于 １０２，
１０４，１０７ 和 ２１７ 这 ４ 条心电信号记录包含起搏器节律，因此本文使用 ４４ 条记录中的 ＭＬＩＩ 导联心电信号记录

作为本文的数据集，并按照美国医疗仪器促进协会标准（ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ ｔｈｅ ａｄｖａｎｃｅｍｅｎｔ ｏｆ ｍｅｄｉｃａｌ ｉｎｓｔｒｕｍｅｎ⁃
ｔａｔｉｏｎ，ＡＡＭＩ） ［２４］将心律失常分为 ４ 种类别：正常心跳（Ｎ）、室上性异位心跳（Ｓ）、室性异位心跳（Ｖ）和融合心

跳（Ｆ）．具体分类标准如表 １ 所示．
表 １　 ＡＡＭＩ 标准以及 ４ 种心拍类别的样本数量

Ｔａｂｌｅ １　 Ｔｈｅ ＡＡＭＩ ｓｔａｎｄａｒｄｓ ａｎｄ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｈｅａｒｔｂｅａｔｓ ｉｎ ｔｈｅ ４ ｃｌａｓｓｅｓ

ｈｅａｒｔｂｅａｔ ｃａｔｅｇｏｒｙ ｏｆ ｔｈｅ ＡＡＭＩ ｈｅａｒｔｂｅａｔ ｃａｔｅｇｏｒｙ ｏｆ ｔｈｅ ＭＩＴ⁃ＢＩＨ ｄａｔａｂａｓｅ ｅｘｐｅｒｔ ａｎｎｏｔａｔｉｏｎ ｃｏｄｅ ｎｕｍｂｅｒ

ｎｏｒｍａｌ ｈｅａｒｔｂｅａｔ （Ｎ）

ｎｏｒｍａｌ ｂｅａｔ （Ｎ）
ｌｅｆｔ ｂｕｎｄｌｅ ｂｒａｎｃｈ ｂｌｏｃｋ ｂｅａｔ （Ｌ）
ｒｉｇｈｔ ｂｕｎｄｌｅ ｂｒａｎｃｈ ｂｌｏｃｋ ｂｅａｔ （Ｒ）
ｎｏｄａｌ （ ｊｕｎｃｔｉｏｎａｌ） ｅｓｃａｐｅ ｂｅａｔ （ ｊ）

ａｔｒｉａｌ ｅｓｃａｐｅ ｂｅａｔ （ｅ）

１，２，３，１１，３４ ９０ ００４

ｓｕｐｒａｖｅｎｔｒｉｃｕｌａｒ ｅｃｔｏｐｉｃ
ｈｅａｒｔｂｅａｔ （Ｓ）

ａｂｅｒｒａｔｅｄ ａｔｒｉａｌ ｐｒｅｍａｔｕｒｅ ｂｅａｔ （ａ）
ｎｏｄａｌ （ ｊｕｎｃｔｉｏｎａｌ） ｐｒｅｍａｔｕｒｅ ｂｅａｔ （Ｊ）

ａｔｒｉａｌ ｐｒｅｍａｔｕｒｅ ｂｅａｔ （Ａ）
ｓｕｐｒａｖｅｎｔｒｉｃｕｌａｒ ｐｒｅｍａｔｕｒｅ ｂｅａｔ （Ｓ）

４，７，８，９ ２ ７７８

ｖｅｎｔｒｉｃｕｌａｒ ｅｃｔｏｐｉｃ
ｈｅａｒｔｂｅａｔ （Ｖ）

ｐｒｅｍａｔｕｒｅ ｖｅｎｔｒｉｃｕｌａｒ ｃｏｎｔｒａｃｔｉｏｎ （Ｖ）
ｖｅｎｔｒｉｃｕｌａｒ ｅｓｃａｐｅ ｂｅａｔ （Ｅ）

５，１０ ７ ００４

ｆｕｓｉｏｎ ｈｅａｒｔｂｅａｔ （Ｆ） ｆｕｓｉｏｎ ｏｆ ｖｅｎｔｒｉｃｕｌａｒ ａｎｄ ｎｏｒｍａｌ ｂｅａｔ （Ｆ） ６ ８０２

ｔｏｔａｌ １００ ５８８

　 　 本文使用混淆矩阵以及分类性能评价指标对心电信号分类性能进行评估，其中混淆矩阵可以清晰地展

现出每个类别的详细分类结果．具体分类性能评价指标［２５］ 有：准确率（ａｃｃｕｒａｃｙ，Ａｃｃ）、敏感性（ ｓｅｎｓｉｔｉｖｉｔｙ，
Ｓｅｎ）、特异性（ｓｐｅｃｉｆｉｃｉｔｙ，Ｓｐｅｃ）和阳性预测值（ｐｏｓｉｔｉｖｅ ｐｒｅｄｉｃｔｉｖｅ ｖａｌｕｅ，ＰＰＶ）．４ 个性能评价指标值均为越接

近 １ 分类性能越好，其中敏感性指标值对小样本类别分类性能影响较大，具体计算如下：

　 　 δＡｃｃ ＝
ＮＴＰ ＋ ＮＴＮ

ＮＴＰ ＋ ＮＴＮ ＋ ＮＦＰ ＋ ＮＦＮ

× １００％， （１１）

　 　 δ Ｓｅｎ ＝
ＮＴＰ

ＮＴＰ ＋ ＮＦＮ

× １００％， （１２）

　 　 δ Ｓｐｅｃ ＝
ＮＴＮ

ＮＴＮ ＋ ＮＦＰ

× １００％， （１３）

　 　 δ ＰＰＶ ＝
ＮＴＰ

ＮＴＰ ＋ ＮＦＰ

× １００％， （１４）

式中， ＮＴＰ 指样本实际属于目标类别，分类结果也属于目标类别的心拍数； ＮＦＮ 指样本实际属于目标类别，分
类结果不属于目标类别的心拍数； ＮＴＮ 指样本实际不属于目标类别，分类结果也不属于目标类别的心拍数；
ＮＦＰ 指样本实际不属于目标类别，分类结果属于目标类别的心拍数．
３．２　 数据预处理

Ｓｔｅｐ１（归一化）　 为消除不同被测主体造成的影响， 对心拍数据进行 ｍｉｎ⁃ｍａｘ 归一化处理， 具体计算

如下：

　 　 ｘ′ ＝
ｘｔ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
， （１５）
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其中， ｘｔ 为心电信号数值， ｘｍａｘ 和 ｘｍｉｎ 分别是心电信号数值的最大值和最小值．
Ｓｔｅｐ２（心拍分割）　 根据专家标记的 Ｒ 峰信息对心电信号进行心拍分割，每个心拍由 ３００ 个采样点组成

（Ｒ 峰前 １１０ 个采样点，Ｒ 峰后 １８９ 个采样点），每条心电记录的前 ３ 个心拍和最后 １ 个心拍舍弃．根据 ＡＡＭＩ
标准，本文提取了正常心跳（Ｎ）、室上性异位心跳（Ｓ）、室性异位心跳（Ｖ）和融合心跳（Ｆ）４ 种类别的 １００ ５８８
个心拍，如表 １ 所示．

Ｓｔｅｐ３（数据集划分）　 随机选择 ２０ ０００ 个 Ｎ 类样本与全部的 Ｓ、 Ｖ、 Ｆ 类样本作为实验数据集， 并按照

７ ∶ １ ∶ ２ 分层采样划分为训练集、验证集和测试集，如表 ２ 所示．
Ｓｔｅｐ４（训练集样本平衡）　 使用 ＳＭＯＴＥ 技术［２６］将训练集中的 Ｓ、 Ｖ、 Ｆ 类样本数量扩充到 １４ ０００ 个使

训练集达到样本平衡，如表 ２ 所示．
表 ２　 类别平衡前后的数据集

Ｔａｂｌｅ ２　 Ｄａｔａｓｅｔｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｃｌａｓｓ ｂａｌａｎｃｉｎｇ

Ｎ Ｓ Ｖ Ｆ

ｔｒａｉｎｉｎｇ ｓｅｔ １４ ０００ １ ９４４ ４ ９０３ ５６２

ｂａｌａｎｃｅｄ ｔｒａｉｎｉｎｇ ｓｅｔ １４ ０００ １４ ０００ １４ ０００ １４ ０００

ｖａｌｉｄａｔｉｏｎ ｓｅｔ ２ ０００ ２７８ ７００ ８０

ｔｅｓｔ ｓｅｔ ４ ０００ ５５６ １ ４０１ １６０

３．３　 参数设置

在 ＤＲＳＬ 网络训练过程中有许多超参数，这些超参数的设置会影响最终的分类结果．本文在已有文献

［２７］的超参数设计基础上，利用验证集 ｌｏｓｓ 值与实验法找到 ＤＲＳＬ 网络的最优超参数，其中 ＩＤＲＳＮ 模块的

压缩激励操作中的缩放比为 ｒ ＝ １６ 时，模型在复杂度和精度之间可以取得较好的平衡［１９］ ．具体超参数设置如

表 ３ 所示，其中 Ｆ ｆｉｌｔｅｒ 表示卷积核数， Ｄｃｓ 表示卷积窗口大小，ｐａｄｄｉｎｇ 表示填充方式，ｋｅｒｎｅｌ＿ｒｅｇｕｌａｒｉｚｅｒ 表示正

则化方式， ｐｏｏｌｉｎｇ＿ｓｉｚｅ 表示池化层大小，ｓｔｒｉｄｅｓ 表示步长， ａ 表示激活函数， Ｃｏｕｔ 表示输出的通道数量，ｕｎｉｔｓ
表示神经元数量．

表 ３　 ＤＲＳＬ 网络的超参数设置

Ｔａｂｌｅ ３　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｆｏｒ ｔｈｅ ＤＲＳＬ ｎｅｔｗｏｒｋ

ｌａｙｅｒ ｔｙｐｅ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒ ｖａｌｕｅ ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒ ｖａｌｕｅ

ＣＮＮ
ｍａｘ ｐｏｏｌｉｎｇ

ＩＤＲＳＮ（ａ）＋ＩＤＲＳＮ（ｂ）
ＩＤＲＳＮ（ａ）＋ＩＤＲＳＮ（ｂ）
ＩＤＲＳＮ（ａ）＋ＩＤＲＳＮ（ｂ）
ＩＤＲＳＮ（ａ）＋ＩＤＲＳＮ（ｂ）
ＩＤＲＳＮ（ａ）＋ＩＤＲＳＮ（ｂ）

ＬＳＴＭ
ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ

ｄｅｎｓｅ
ｄｅｎｓｅ

Ｆｆｉｌｔｅｒ ＝ ８，Ｄｃｓ ＝ ３， ｐａｄｄｉｎｇ＝“ｓａｍｅ”， ｋｅｒｎｅｌ＿ｒｅｇｕｌａｒｉｚｅｒ ＝Ｌ２（０．０００ １）

ｐｏｏｌｉｎｇ＿ｓｉｚｅ ＝（２，２）， ｓｔｒｉｄｅｓ＝（２， ２）， ａ＝“ｔａｎｈ”
Ｃｏｕｔ ＝ ８

Ｃｏｕｔ ＝ １６

Ｃｏｕｔ ＝ ３２

Ｃｏｕｔ ＝ ６４

Ｃｏｕｔ ＝ １２８

ｕｎｉｔ ｉｓ ３２， ａ＝“ｔａｎｈ”
ａ＝“ＬｅａｋｙＲｅＬＵ”

ｕｎｉｔ ｉｓ ３２
ｕｎｉｔ ｉｓ ４， ａ＝“ｓｏｆｔｍａｘ”， ｋｅｒｎｅｌ＿ｒｅｇｕｌａｒｉｚｅｒ ＝Ｌ２（０．０００ １）

ｅｐｏｃｈｓ ｉｓ ２０
ｂａｔｃｈ＿ｓｉｚｅ ｉｓ ６４

ｏｐｔｉｍｉｚｅｒ ＝“Ａｄａｍ”
ｉｎｉｔｉａｌ＿ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ ０．００２
ｅａｃｈ ａｄｄｉｔｉｏｎａｌ １０ ｅｐｏｃｈｓ，
ｔｈｅ ｌｅａｒｎｉｎｇ ｒａｔｅ ｄｅｃｒｅａｓｅｄ

ｔｏ ０．１ ｔｉｍｅｓ

　 　 本文利用 Ａｄａｍ 优化器和交叉熵损失函数求解模型的最优权重矩阵以及偏差向量，共迭代 ２０ 次，每批

次训练 ６４ 个样本．初始学习率为 ０．００２，迭代次数每增加 １０ 次，学习率变为原来的 ０．１ 倍，可减少因轮数增加

导致网络陷入局部最优的问题．使用 Ｌ２ 正则化以避免网络过拟合，其权重衰减系数设置为 ０．０００ １．在 ＧＡＰ
层中使用 ＬｅａｋｙＲｅＬＵ 激活函数，保留心电信号负值特征，避免神经元无法学习的问题．
３．４　 结果分析

本文使用 ＳＭＯＴＥ 对训练集进行样本类别平衡，验证集和测试集不做处理，以体现模型真实的泛化能

力，类别平衡数据如表 ２ 所示．将类别平衡数据输入到 ＤＲＳＬ 网络中训练，为了使模型简单的同时又能够提

取到深层特征，最终设置 １０ 层 ＩＤＲＳＮ 提取空间特征．为了缩短网络训练时间，设置 ｅｐｏｃｈ 为 ２０，训练过程中
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的 ｌｏｓｓ 值 （Ｌｌｏｓｓ） 变化和准确率变化如图 ５ 和图 ６ 所示．可以看出，该模型结构对该数据集的训练收敛速度快

且无大幅度震荡，在 １５ 次迭代之后 ｌｏｓｓ 值和准确率均趋于水平状态，模型拟合效果较好．

图 ５　 Ｌｏｓｓ 值与迭代次数的关系 图 ６　 准确率与迭代次数的关系

Ｆｉｇ． ５　 Ｒｅｌａｔｉｏｎｓｈｉｐｓ ｂｅｔｗｅｅｎ ｔｈｅ ｔｒａｉｎｉｎｇ ｌｏｓｓ Ｆｉｇ． ６　 Ｒｅｌａｔｉｏｎｓｈｉｐｓ ｂｅｔｗｅｅｎ ｔｈｅ ａｃｃｕｒａｃｙ
ａｎｄ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎ ｔｉｍｅｓ ａｎｄ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎ ｔｉｍｅｓ

将测试集数据输入到训练好的 ＤＲＳＬ 模型中得到分类结果，其混淆矩阵如图 ７ 所示．通过观察可以看

出，ＤＲＳＬ 算法在该数据集上可以正确识别大多数的心电样本类别．通过计算性能评价指标得到各类别的

δＡｃｃ，δ Ｓｅｎ，δ Ｓｐｅｃ，δ ＰＰＶ 值，其中各性能评价指标的平均值作为总体评价结果．由表 ４ 可知，平均 δＡｃｃ，δ Ｓｅｎ，δ Ｓｐｅｃ，
δ ＰＰＶ 值分别为 ９８．９８％，９５．０２％，９９．１１％，９４．３４％．由于 Ｆ 类的真实训练数据和测试数据最少，其敏感性和阳性

预测值均不到 ９０％，Ｓ 类与 Ｎ 类波形差异较小，部分 Ｓ 类被划分为 Ｎ 类，造成其敏感性仅达到 ９５．５％．

图 ７　 混淆矩阵

Ｆｉｇ． ７　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

表 ４　 ＤＲＳＬ 算法在测试集上的分类结果

Ｔａｂｌｅ ４　 Ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ＤＲＳＬ ａｌｇｏｒｉｔｈｍ ｏｎ ｔｈｅ ｔｅｓｔ ｓｅｔ

δＡｃｃ ／ ％ δ Ｓｅｎ ／ ％ δ Ｓｐｅｃ ／ ％ δ ＰＰＶ ／ ％

Ｎ ９８．５３ ９８．８０ ９８．０２ ９８．９５

Ｓ ９９．１７ ９５．５０ ９９．５３ ９５．３３

Ｖ ９８．９２ ９７．６４ ９９．３０ ９７．６４

Ｆ ９９．３０ ８８．１３ ９９．６０ ８５．４５

ｏｖｅｒａｌｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ９８．９８ ９５．０２ ９９．１１ ９４．３４

　 　 为验证 ＤＲＳＬ 模型和 ＩＤＲＳＮ 模型的有效性，本文进行了一组模型结构消融实验，实验结果如表 ５ 所示，
其中加黑部分为最优值，后同．该消融实验是基于 ＤＲＳＮ、ＩＤＲＳＮ 和本文所提出的 ＤＲＳＬ 三种模型展开的．
ＩＤＲＳＮ 是根据心电信号特点对 ＤＲＳＮ 进行改进得到的模型，通过对比可以看出其提高了准确率、敏感性和特

异性．ＤＲＳＬ 是通过 ＩＤＲＳＮ 模块从高噪声的心电信号中提取重要局部特征，然后使用 ＬＳＴＭ 获得特征中的长
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期依赖关系，其获得了最优的准确率，相对于单一的 ＩＤＲＳＮ 模型也获得了更好的敏感性和特异性，降低了漏

诊率．
表 ５　 ＤＲＳＬ 算法与其消融实验的总体分类性能比较

Ｔａｂｌｅ ５　 Ｔｈｅ ｏｖｅｒａｌｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ＤＲＳＬ ａｌｇｏｒｉｔｈｍ ａｎｄ ｉｔｓ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍ
ｏｖｅｒａｌｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ

ａｖｅｒａｇｅ δＡｃｃ ／ ％ ａｖｅｒａｇｅ δ Ｓｅｎ ／ ％ ａｖｅｒａｇｅ δ Ｓｐｅｃ ／ ％ ａｖｅｒａｇｅ δ ＰＰＶ ／ ％

ＤＲＳＬ ９８．９８ ９５．０２ ９９．１１ ９４．３４

ＩＤＲＳＮ ９８．９４ ９４．６０ ９９．００ ９３．９３

ＤＲＳＮ ９８．７９ ９３．８８ ９８．８５ ９４．７１

　 　 为了验证 ＤＲＳＬ 算法的有效性，本文将其与文献［９，１１⁃１２］中的算法进行对比，为了使比较结果更具有

说服力，所有算法均在表 ２ 数据集上进行实验，需要样本平衡的算法均仅对训练集进行平衡，保持验证集和

测试集一致．总体性能比较结果如表 ６ 所示，对比文献［９，１１⁃１２］中的算法，本文所提的 ＤＲＳＬ 算法具有最优

的准确率、特异性以及阳性预测值，仅敏感性低于 ＣＮＮ＋ＬＳＴＭ＿ＡＴＴＥＮＴＩＯＮ 算法，由于本文算法可降低预处

理操作的复杂性，且分类性能不受 ＩＤＲＳＮ 层数的加深的影响，因此本文算法更适合应用于实际．
表 ６　 ＤＲＳＬ 算法与其他算法的总体分类性能比较

Ｔａｂｌｅ ６　 Ｔｈｅ ｏｖｅｒａｌｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ＤＲＳＬ ａｌｇｏｒｉｔｈｍ ａｎｄ ｏｔｈｅｒ ａｌｇｏｒｉｔｈｍｓ

ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍ
ｄｅｎｏｉｓｉｎｇ ａｎｄ ｓａｍｐｌｅ
ｂａｌａｎｃｉｎｇ ｍｅｔｈｏｄｓ

ｏｖｅｒａｌｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ
ａｖｅｒａｇｅ δＡｃｃ ／ ％ ａｖｅｒａｇｅ δ Ｓｅｎ ／ ％ ａｖｅｒａｇｅ δ Ｓｐｅｃ ／ ％ ａｖｅｒａｇｅ δ ＰＰＶ ／ ％

ＤＲＳＬ ｎｕｌｌ＋ＳＭＯＴＥ ９８．９８ ９５．０２ ９９．１１ ９４．３４

ＧＡＮ＋２ＤＣＮＮ［９］ ｎｕｌｌ＋ＧＡＮ ９８．４１ ９３．６８ ９８．８５ ９２．６５

ＣＮＮ＋ＬＳＴＭ＿ＡＴＴＥＮＴＩＯＮ［１１］ ｗａｖｅｌｅｔ ｔｈｒｅｓｈｏｌｄ＋ＳＭＯＴＥ ９８．３８ ９５．８０ ９８．５８ ９２．３５

ＳＥ⁃ＣＮＮ⁃ＬＳＴＭ［１２］ ｗａｖｅｌｅｔ ｔｈｒｅｓｈｏｌｄ＋ＳＭＯＴＥ ９７．６９ ８９．５６ ９７．８６ ８９．２７

　 　 由于 Ｓ 类心电信号与正常心电信号（Ｎ 类）的差异较小，若算法对 Ｓ 类的识别较差，则对患者而言是非

常危险的［２５］，因此正确识别 Ｓ 类心电信号类别也是检验算法有效性的重要指标．表 ７ 为上述 ６ 种算法的 Ｓ 类

分类性能的比较结果．通过观察得知本文所提的 ＤＲＳＬ 算法具有最好的准确率和敏感性，特异性和阳性预测

值仅低于 ＩＤＲＳＮ 算法．由于漏诊率是医务人员最关注的评价指标，而 ＤＲＳＬ 算法比 ＩＤＲＳＮ 算法的敏感性高

２．５１％，因此本文算法对 Ｓ 类分类总体更优．
表 ７　 ＤＲＳＬ 算法与其他算法的 Ｓ 类分类性能比较

Ｔａｂｌｅ ７　 Ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｉｎ ｃｌａｓｓ Ｓ ｂｅｔｗｅｅｎ ｔｈｅ ＤＲＳＬ ａｌｇｏｒｉｔｈｍ ａｎｄ ｏｔｈｅｒ ａｌｇｏｒｉｔｈｍｓ

ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍ
ｃｌａｓｓ Ｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ

δＡｃｃ ／ ％ δ Ｓｅｎ ／ ％ δ Ｓｐｅｃ ／ ％ δ ＰＰＶ ／ ％

ＤＲＳＬ ９９．１７ ９５．５０ ９９．５３ ９５．３３

ＩＤＲＳＮ ９９．０４ ９２．９９ ９９．６４ ９６．２８

ＤＲＳＮ ９８．６１ ９２．８１ ９９．１９ ９１．９８

ＧＡＮ＋２ＤＣＮＮ［９］ ９８．０５ ９５．５０ ９８．３０ ８４．６９

ＣＮＮ＋ＬＳＴＭ＿ＡＴＴＥＮＴＩＯＮ［１１］ ９８．２８ ９４．２４ ９８．６９ ８７．７７

ＳＥ⁃ＣＮＮ⁃ＬＳＴＭ［１２］ ９７．４７ ８７．０５ ９８．５１ ８５．３６

４　 结 束 语

面对高噪声、大规模、类别不平衡的一维心电信号数据集，本文提出了一种基于 ＩＤＲＳＮ 的心电信号分类

算法 ＤＲＳＬ ．该算法使用 ＳＭＯＴＥ 解决了心电数据类不平衡问题，降低了样本数量少的类别漏诊率．根据心电

信号特点改进了 ＤＲＳＮ 模型，使其可以在高噪声信号中提取重要局部特征达到自动去除噪声的目的，降低了

预处理操作过程的复杂性，同时也避免了因网络层加深造成的网络退化现象．最后，结合 ＬＳＴＭ 提取了局部

特征的依赖关系．在 ＭＩＴ⁃ＢＩＨ 数据集上进行了分类实验，实验表明，ＤＲＳＬ 算法可以有效地提高分类准确率、
敏感性、特异性和阳性预测值，分类总体性能优于其他 ５ 种算法．

６８９ 应　 用　 数　 学　 和　 力　 学　 　 　 　 　 　 　 　 　 　 　 　 ２０２３ 年　 第 ４４ 卷



本文在预处理阶段将心电信号按心拍进行了等长分割，忽略了心拍与心拍之间的特征信息，且在实际临

床诊断时不同心拍的长度是非等长的．因此，研究使用非等长心电信号作为模型输入的识别分类算法是笔者

下一步的工作．
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